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RESUMO 

 

 

O mapeamento preciso da cobertura florestal é uma ferramenta inestimável na gestão e 

avaliação da silvicultura, oferecendo uma visão clara das áreas florestais e identificando regiões 

com potencial para exploração ou conservação. O Projeto Mapbioma, uma iniciativa brasileira, 

visa produzir mapas de uso cobertura do solo de alta resolução e acurácia. A integração de 

imagens do satélite Sentinel-2 ao projeto promete aprimorar os mapas ao incrementar a 

resolução espacial e expandir a habilidade de distinguir diferentes tipos de cobertura florestal. 

Esta pesquisa se propõe a explorar o uso das imagens do Sentinel-2 na identificação de áreas 

de silvicultura em Minas Gerais. Optou-se pelo período de 2019 a 2021 devido à 

disponibilidade de imagens corrigidas pelo efeito atmosférico. Foram selecionadas amostras 

das classes de silvicultura e não silvicultura com base no processamento do MapBioma. Estes 

dados foram então incorporados ao modelo de Máxima Entropia. Após a classificação, a 

acurácia do modelo foi avaliada e comparada com o levantamento de áreas pela Cenibra. Os 

resultados apontam para o alto potencial do método de Máxima Entropia na classificação de 

silvicultura, com uma assertividade de 85%. Em comparação com a Cenibra, a classificação 

pelo método de Máxima Entropia se mostrou mais realista do que o MapBioma, resultando em 

valores de 5.869, 4.648 e 312 hectares, respectivamente. O mapeamento produzido da 

silvicultura em Minas Gerais pode auxiliar no planejamento estratégico para a gestão desta 

cultura. 

 

 

Palavras-chave: MapBioma, Google Earth Engine, Cenibra, colheita florestal, área efetiva. 

 

 

 

 

 

 

 

 

 

 



ABSTRACT 

 

 

Accurate mapping of forest cover is an invaluable tool in forestry management and assessment, 

offering a clear view of forest areas and identifying regions with potential for exploitation or 

conservation. The Mapbioma Project, a Brazilian initiative, aims to produce high resolution and 

accurate land cover use maps. The integration of Sentinel-2 satellite imagery into the project 

promises to improve the maps to increase spatial resolution and expand the ability to distinguish 

different types of forest cover. This research proposes to explore the use of Sentinel-2 images 

in the identification of forestry areas in Minas Gerais. The period from 2019 to 2021 was chosen 

due to the availability of images corrected for the atmospheric effect. Forestry and non-forestry 

classes were selected based on MapBioma processing. These data were then incorporated into 

the Maximum Entropy model. After the classification, the accuracy of the model was evaluated 

and revealed with the survey of areas by Cenibra. The results point to the high potential of the 

Maximum Entropy method in forestry classification, with an assertiveness of 85%. In 

comparison with Cenibra, classification using the Maximum Entropy method proved to be more 

realistic than MapBioma, generated in values of 5,869, 4,648 and 312 hectares, respectively. 

The mapping produced from forestry in Minas Gerais can help in strategic planning for the 

management of this culture. 

 

 

Keywords: MapBioma, Google Earth Engine, Cenibra, forest harvest, effective area. 
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1 INTRODUÇÃO 

 

A silvicultura no Brasil desempenha um papel importante na economia e na 

sustentabilidade ambiental do país. Dedicada à produção, manejo e conservação de florestas 

comerciais e naturais, a silvicultura fornece uma fonte inestimável de recursos naturais e 

desempenha um papel crucial na manutenção do equilíbrio ecológico (LAURA et al., 2021). 

Estima-se que a silvicultura contribua com cerca de 4% do PIB nacional e mais de 4 milhões de 

empregos diretos e indiretos, além de favorecer a conservação das florestas naturais através de 

seu manejo sustentável e da produção de madeira certificada (MACHADO et al., 2014). 

Em 2020, a produção do setor florestal brasileiro alcançou cerca de R$ 116,6 bilhões, 

demonstrando sua relevância econômica. Minas Gerais destaca-se como líder no plantio florestal 

nacional (MENDES et al., 2020). Este estado possui 1,39 milhões de hectares de florestas de 

eucalipto e 37,6 mil hectares de florestas de pinus (ANUAL, 2022). 

O uso do mapeamento florestal é uma prática relevante para avaliar e gerenciar de forma 

sustentável a floresta (ASNER et al., 2002). Por meio da elaboração de mapas, é possível 

visualizar a estrutura florestal, planejar cortes seletivos e monitorar a dinâmica da floresta, entre 

outras ações (CLARK; KELLNER, 2012; MITCHARD et al., 2012). 

O MapBiomas é um projeto que produz mapas de uso e cobertura da terra para todo o Brasil, 

por meio de imagens de satélite Landsat e técnicas de aprendizado de máquina (SOUZA; 

AZEVEDO, 2017). Esses dados têm sido empregados em trabalhos científicos,  tais como avaliar 

a cobertura vegetal e o uso e ocupação da terra na região semiárida brasileira (DA SILVA et al., 

2022), caracterizar a mudança no uso e cobertura da terra(BANCHERO et al., 2020). 

O uso do MapBioma pode apresentar limitações, como a resolução espacial, a precisão 

da classificação, e a dificuldade em distinguir plantios florestais de diferentes idades ou em 

identificar áreas recentemente desmatadas ou em regeneração. Estes problemas tendem a ser 

atenuado se incorporado imagens de satélite de maior resolução em detrimento do Landsat.  Neste 

sentido as imagens do Sentinel-2, com resolução espacial de 10 metros, apresentam maior 

precisão que as do Landsat, cuja resolução é de 30 metros, permitindo um detalhamento mais 

acurado da cobertura florestal e do uso da terra. Contudo, o processamento de imagens de alta 

resolução do Sentinel-2 demanda maior capacidade de processamento, exigindo uma plataforma 

que suporte grandes volumes de dados com custos operacionais reduzidos, tal como a Google 

Earth Engine (GEE) (GORELICK et al., 2017). 

A Google Earth Engine (GEE) é uma plataforma para processamento e análise de dados 

geoespaciais em larga escala criada pelo Google. Ela provê acesso a um vasto acervo de imagens 
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de satélite e outras fontes de dados geoespaciais, além de ferramentas de processamento e análise 

baseadas na nuvem. Esta plataforma se revela como uma ferramenta valiosa para projetos que 

envolvem mapeamento e análise de dados geográficos, inclusive no mapeamento de florestas 

plantadas (GORELICK et al., 2017). Além disso, oferece recursos robustos para processamento 

e análise desses dados, incluindo algoritmos de classificação de imagens, modelos de terreno e 

análises de mudanças na cobertura da terra, permitindo a realização de projetos de grande escala 

em um curto período de tempo (VAEZA et al., 2010). 

O uso de ferramentas avançadas para processamento de dados de satélite permite a 

aplicação de técnicas de classificação de imagens com maior resolução espacial, como as do 

Sentinel-2. Em situações onde se busca a classificação de uma única classe, como a silvicultura, 

a Google Earth Engine (GEE) disponibiliza algoritmos de classificação binária, incluindo o de 

Máxima Entropia. Este algoritmo possui a vantagem de destacar uma classe específica, 

diminuindo a confusão com outras classes. Tal precisão é possível porque o método considera as 

características espectrais dos pixels, permitindo uma diferenciação mais acurada entre as classes 

(PRESTON et al., 2023; VENTER; SYDENHAM, 2021). 

Deste modo, este trabalho tem como objetivo aprimorar o produto Mapbiomas, com 

ênfase na classe de silvicultura, através da aplicação da técnica de Máxima Entropia em imagens 

do Sentinel-2. A Máxima Entropia será utilizada para aumentar a precisão e a acurácia da 

classificação da silvicultura, com vistas à produção de um mapa mais confiável e preciso desta 

classe. A combinação do Sentinel-2 com a Google Earth Engine oferece uma abordagem 

poderosa para o mapeamento florestal, permitindo a obtenção de mapas de alta resolução e 

precisão.  

 

 

2 METODOLOGIA  

 

2.1 Área de Estudo 

 

Minas Gerais, líder de plantio florestal nacional (MENDES et al., 2020), localizado na 

região sudeste do Brasil, desempenha um papel crucial no setor silvícola nacional (Figura 1). O 

Estado abrange três principais tipos de climas: tropical, subtropical e semiárido, conforme a 

classificação climática de Köppen (MARTINS et al., 2018). Esta diversidade climática favorece 

a produção florestal, permitindo o cultivo de uma ampla variedade de espécies arbóreas, tanto 

nativas quanto exóticas. 
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Figura 1: Visualização espacial do Estado de Minas Gerais e suas mesorregiões 

 
                 Fonte: Do autor (2023). 

 

 

2.2 Descrição dos Dados Utilizados 

 

 Dados do Sentinel-2: Estes dados fornecem informações espectrais com resolução 

espacial variando de 10 a 60 metros e resolução espectral em 13 bandas no visível, 

infravermelho próximo e infravermelho de ondas curtas (PHIRI et al., 2020). 

 Dados do MapBiomas: Para este trabalho, foram aplicados dados de mapeamento de uso 

e cobertura da terra do projeto MapBiomas, que realizou mapeamentos baseados em 

imagens de satélite Landsat de 1985 a 2021. O mapeamento do MapBiomas categoriza 

as áreas em diversas classes de uso da terra, incluindo a silvicultura (SOUZA JUNIOR; 

AZEVEDO, 2017). 

 Dados de limite municipal do IBGE: Foram utilizados dados do Instituto Brasileiro de 

Geografia e Estatística (IBGE) para determinar os limites dos municípios de Minas 

Gerais. Essas informações foram empregadas para delimitar a área de estudo e identificar 

as propriedades rurais que serão analisadas. 

 Dados do Plano de Manejo da CENIBRA: Empregados para comparação com os 

resultados obtidos pela MaxEnt e Mapbiomas.  

2.3 Pré-processamento 

 

O intervalo de tempo analisado neste estudo abrange de 2019 a 2021, escolhido devido à 

disponibilidade de imagens corrigidas atmosfericamente do Sentinel-2 no catálogo do Google 
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Earth Engine (GEE). Estas correções são necessárias pois as condições atmosféricas como a 

presença de nuvens, aerossóis e gases podem interferir na qualidade das imagens, gerando erros 

e atenuando o sinal do espectro eletromagnético (VERMOTE et al., 2016). Deste modo, foi 

empregado o modelo de transferência radiativa SEN2COR, que simula a propagação da luz na 

atmosfera e calcula a quantidade de luz que atinge a superfície (MAIN-KNORN et al., 2017). 

Esse modelo leva em consideração as condições atmosféricas e o ângulo de visão do satélite, 

fornecendo uma correção precisa e confiável (RICHTER, 1996). 

Foi desenvolvido uma rotina no GEE para a obtenção de imagens do Sentinel-2 que 

cobrissem todo o território de Minas Gerais com mínimo possível de nuvens. Esta rotina 

selecionou apenas imagens com uma cobertura de nuvens inferior a 20%. Para assegurar a 

continuidade das imagens ao longo do ano, os valores medianos de cada banda espectral foram 

utilizados para compor uma imagem anual, cobrindo o período de janeiro a dezembro. Esta 

estratégia possibilitou a obtenção de uma cobertura completa e consistente do estado ao longo do 

tempo. 

Após a aquisição das imagens anuais, calculou-se o Índice de Vegetação por Diferença 

Normalizada (NDVI). Este índice é uma métrica que avalia a quantidade e a qualidade da 

vegetação na superfície terrestre, utilizando informações das diferenças espectrais capturadas por 

sensores remotos (HUETE et al., 1997). 

O cálculo do NDVI foi realizado a partir da diferença entre as reflectâncias na banda 

infravermelha (NIR) e na banda vermelha (RED) da imagem, normalizada pela soma das 

reflectâncias dessas duas bandas (Equação 1).  

NDVI =
NIR−RED

NIR+RED
                                                                                                                        (1), 

em que: NIR corresponde a luz refletida na faixa infravermelha e RED corresponde a luz 

refletida na faixa vermelha.  

 

2.4 Composição do conjunto amostral 

 

A composição do conjunto amostral consistiu na transformação da imagem do uso e 

ocupação do solo oriundo do MapBioma em polígonos e na extração dos respectivos  centróides. 

Foi estabelecido um limiar de NDVI de 0,6 para identificar áreas de vegetação na classe de 

silvicultura, sendo assim foi considerado como classe de presença da cultura aquela no qual foi 

classificada previamente no MapBioma e com vegetação presente. Após a aplicação do critério 
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NDVI, foram selecionados aleatoriamente aproximadamente 300 mil pontos de centroides 

pertencentes à classe de silvicultura para constituir o conjunto de amostras. 

Para a classe sem silvicultura, selecionou-se um conjunto aleatório de pontos com um 

espaçamento mínimo de 10 metros entre si, dentro dos limites do Estado de Minas Gerais, em 

quantidade igual à da classe de silvicultura, totalizando cerca de 300 mil pontos (Tabela 1). Para 

garantir a homogeneidade das amostras, a classe de uso do solo correspondente foi extraída do 

MapBioma e assim se assegurou que nenhum ponto selecionado estava contido na a classe de 

silvicultura. 

Tabela 1: Distribuição das amostras em conjunto treinamento e validação para as classes de uso e ocupação do solo. 

Uso do solo 
Treinamento  Validação 

2019 2020 2021 2019 2020 2021 

Formação Florestal 79.390 68.990 67.430 7.641 7.195 7.436 

Formação 

Savânica 
52.580 51.930 30.720 4.889 5.141 4.997 

Silvicultura 270.000 270.000 270.000 27.000 27.000 27.000 

Área Pantanosa 4.410 4.410 4.480 
 

567 
658 473 

Formação 

Campestre 
14.610 14.480 14.270 1.785 1.698 1.578 

Pastagem 51.570 30.640 31.420 3.278 3.546 3.289 

Cana 2.720 2.610 2.620 569 632 754 

Mosaico de Usos 23.460 54.200 77.100 8.165 8.213 7.995 

Área Urbanizada 1.450 1.460 1.550 270 113 259 

Áreas não 

Vegetadas 
1.120 1.110 1.140 330 450 338 

Afloramento 

Rochoso 
3.200 3.150 3.120 368 289 372 

Mineração 450 470 450 89 179 210 

Rio 2.210 2.350 2.100 573 547 671 

Soja 10.853 13.700 13.570 1.698 1.445 1.258 

Lavouras 

Temporárias 
7.380 6.620 7.150 987 945 986 

Café 13.457 12.650 11.650 1.357 1.524 1.785 

Citrus 890 950 950 245 278 341 

Lavouras Perenes 250 280 280 189 147 258 

Total 540.000 540.000 540.000 60.000 60.000 60.000 

Fonte: Do autor (2023) 

 

 

2.5 Processamento e análise de dados 

 

De posse do conjunto amostral previamente estabelecido, foi utilizado do algoritmo de 

aprendizado supervisionado Máxima Entropia, com o intuito de classificar imagens do Sentinel-
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2, focando especificamente na detecção de áreas de silvicultura. Este algoritmo, conhecido como 

Maxent, tem como propósito estimar a distribuição mais verossímil num contexto geográfico 

uniforme, contribuindo para a identificação de locais onde ocorre a variável dependente, no caso, 

a silvicultura (PEARSON et al., 2007). O método envolve a análise de probabilidade da 

distribuição de Poisson, sendo que o modelo linear generalizado de Bernoulli foi aplicado na 

função de ligação log-log, conforme sugere Fithian et al. (2015), devido à sua adequação na 

estimação da probabilidade de ocorrência. 

Neste cenário, a presença ou ausência de silvicultura foi considerada como variável 

dependente, enquanto os valores medianos anuais de reflectância das imagens do Sentinel-2 

foram tratados como variáveis independentes.  Após o treinamento, o modelo gerou uma 

probabilidade associada a cada ponto do conjunto amostral. Para a determinação da classe de 

silvicultura, utilizou-se um limiar de separação calcado no intervalo de confiança de 95% de uma 

distribuição normal. A partir dessa abordagem, foi possível distinguir áreas de ocorrência de 

silvicultura, aplicando o valor de limiar para a segmentação das imagens e a subsequente 

reclassificação para a classe de silvicultura. 

 

2.6 Estimativa da área colhida 

 

Identificação subsequente de área florestal pelo modelo MaxEnt, procedeu-se ao cálculo 

da área colhida. Para tal, foram contrastadas imagens de silvicultura de diferentes anos, 

concebendo como área colhida aquelas regiões que exibiam a presença de silvicultura em um 

determinado ano e sua ausência no ano subsequente. Tal procedimento envolveu a realização de 

uma operação diferencial entre as imagens, e os valores positivos decorrentes dessa diferença 

foram reconhecidos como a área efetivamente colhida. 

 

2.7 Validação do modelo 

 

A fim de avaliar a eficácia do modelo de classificação aplicado, recorreu-se à utilização 

de métricas convencionais de classificação, como acurácia global, acurácia balanceada, precisão 

e recall (Equação 2,3 e 4). Tais métricas oferecem insights relevantes acerca da habilidade do 

modelo em corretamente classificar as amostras em suas respectivas classes. 

Acurácia =
VP + VN

VP + VN + FP + FN
                                                                                                                                         (2), 
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Precisão =
VP

VP + FP
                                                                                                                                                               (3), 

 

Recall =
VP

VP + FN
                                                                                                                                                                   (4), 

 

em que: VP corresponde ao verdadeiro positivo; VN corresponde ao verdadeiro negativo; FP 

corresponde ao falso positivo e FN corresponde ao falso negativo. 

A acurácia global representa a proporção de acertos do modelo em comparação com o 

número total de amostras analisadas. A acurácia balanceada, por sua vez, leva em conta o 

potencial desbalanceamento entre as classes na base de dados, avaliando a eficácia do modelo 

em classificar corretamente as amostras de cada classe. A precisão se refere à proporção de 

verdadeiros positivos em relação ao somatório de verdadeiros positivos e falsos positivos. Por 

fim, o recall quantifica a proporção de verdadeiros positivos comparativamente ao somatório de 

verdadeiros positivos e falsos negativos. 

Em geral se empregou esta metodologia para realizar a incorporação de imagens de alta 

resolução do satélite Sentinel-2 (Figura 2), e da aplicação da técnica de MaxEnt, ao Projeto 

Mapbioma. 

Figura 2: Fluxograma do processamento dos dados aplicado para o levantamento da silvicultura. 

 

Fonte: Do autor (2023) 

 

 

 

3 RESULTADOS  

 

3.1 Mapeamento de área efetiva 
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Em todas as mesorregiões de Minas Gerais, a área mapeada de silvicultura pelo 

MapBioma foi superior em relação ao mapeamento pela MaxEnt (Figura 3). Ao comparar os 

anos, observou-se uma pequena variação na área plantada, refletindo uma baixa expansão da 

atividade, mas uma manutenção da área efetiva, considerando o ciclo da cultura. 

Figura 3: Levantamento pelo método da Máxima entropia e o MapBioma para área de plantio efetivo de silvicultura em 

diferentes Mesorregião do Estado de Minas Gerais 

 
             Fonte: Do autor (2023). 

  

Na espacialização dos dados de área efetiva por município, houve uma maior divergência 

entre os locais cuja área foi inferior a 500 hectares (Figura 4). Devido ao recall do MapBioma 

ser inferior à classificação pela MaxEnt, pode estar ocorrendo uma inclusão de classes não 

pertencentes à silvicultura, resultando na superestimação da classe. Nesse sentido, é 

recomendado uma revisão da metodologia de classificação utilizada pelo MapBioma em relação 

à área mínima mapeável, a fim de garantir a precisão e confiabilidade dos resultados. 
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Figura 4: Espacialização das áreas de plantio efetivas pelo método de Máxima entropia e o MapBioma para os 

municípios de Minas Gerais. 

 
             Fonte: Do autor (2023) 

Para pequenos fragmentos de área, foi perceptível a inclusão do MapBioma para 

silvicultura. No entanto, ao confrontar com a classificação da MaxEnt, este comportamento não 

foi observado (Anexo A). Este fenômeno, também conhecido como salpicamento, refere-se aos 

pixels com comportamento espectral semelhante à classe determinada, mas com a menor área a 

ser considerada. 

 

3.2 Mapeamento de área colhidas 

 

Em relação à colheita, ocorre o inverso em relação à área plantada. Neste caso, o 

MapBioma apresenta uma área inferior em comparação ao mapeamento pela MaxEnt(Figura 5). 
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Considerando as atividades econômicas da silvicultura, é esperado que houvesse uma área 

considerável de colheita, que no caso do MapBioma não reflete a realidade do setor. 

Figura 5: Levantamento pelo método da Máxima entropia e o MapBioma para área colhida plantio de silvicultura 

em diferentes Mesorregião do Estado de Minas Gerais 

 
              Fonte: Do autor (2023) 

 

Com relação à distribuição espacial por município, o MapBioma indica uma baixa área 

colhida para a mesma região onde houve grandes áreas de plantio efetivo (Figura 6).  Esta 

informação não condiz com a realidade visto que para municípios onde prevalece o uso da 

silvicultura para fins energéticos como o caso de Itamarandiba e Carbonita era esperado uma área 

mínima a ser colhida e no entanto foi observado uma área em torno de 27 hectares para uma 

região de plantio efetivo de 40.974 hectares. 

Figura 6: Espacialização de silvicultura colhida pelo método de Máxima entropia e o MapBioma para os municípios 

de Minas Gerais. 

 

                              Fonte: Do autor (2023) 
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Ao comparar a área colhida com relação a área efetiva, o Mapbioma não indica que houve 

a supressa da vegetação ao se confrontar com as imagens do Sentinel-2 (Figura 7). No caso para 

a mesma área está supressão foi detectada no mapeamento pela MaxEnt o que demonstra a 

sensibilidade do modelo em mapear apenas os locais onde de fato há presença da silvicultura.  

Figura 7: Detalhe na detecção na supressão de área de silvicultura pelo método da Máxima entropia e o MapBioma 

 

               Fonte: Do autor (2023) 

 

A Cenibra, é uma empresa que atua em 54 municípios de Minas Gerais, ela divulga 

anualmente em seu plano de manejo a área efetiva de eucalipto para cada município.  

Os resultados apontam que a área mapeada pelo MapBioma é significativamente superior 

à área reportada pela Cenibra. Por outro lado, a área mapeada pela MaxEnt apresentou um valor 

mais próximo ao reportado pela Cenibra, embora ainda seja superior (Figura 8). 
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Figura 8: Espacialização das área de plantio efetivo de silvicultura declarados pela Cenibra e o detectado pelo método 

da Máxima entropia e o MapBioma 

 

              Fonte: Do autor (2023) 

Esta diferença superior da MaxEnt pode ser justificada pelo fato de que nem todas as 

áreas de eucalipto na região são de propriedade da Cenibra. Portanto, é possível que a MaxEnt 

esteja mapeando áreas de eucalipto que não estão incluídas nos dados da Cenibra, resultando em 

uma estimativa de área maior. 

Esses resultados sugerem que o mapeamento pela MaxEnt pode fornecer uma estimativa 

mais precisa da área de eucalipto na região, em comparação com o MapBioma (Tabela 2). 

Tabela 2: Comparativo da área efetiva e colhida de silvicultura entre o declarado pela Cenibra, máxima entropia e o 

MapBioma. 

 

Fonte 
Área efetiva (ha) Área colhida (ha) 

2020 2021 2020 2021 

Cenibra 131.001 130.892 16.678 15.896 

MapBioma 189.601 186.839 2.284 5.312 

Máxima Entropia 160.254 154.331 22.558 24.648 

 Fonte: Do autor (2023) 

Esses resultados sugerem que a MaxEnt pode fornecer uma estimativa mais precisa tanto 

da área efetiva quanto da área colhida de eucalipto na região, em comparação com o MapBioma. 
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No entanto, é importante considerar que ambas as técnicas de mapeamento podem ter suas 

limitações e que os resultados devem ser interpretados à luz dessas limitações. 

 

3.3 Validação da classificação  

 

A análise utilizando a técnica de MaxEnt destacou a predominância da silvicultura em 

relação às demais classes presentes na área de estudo, apresentando um valor distinto de 

aproximadamente 60% (Figura 9). É importante salientar que, ao considerar o intervalo de 

confiança, todas as outras classes exibiram valores abaixo deste limiar. 

Figura 9: Valores médio de entropia com intervalo de confiança a 95% para diferentes classes de uso e ocupação do 
solo nos pontos validados 

 
               Fonte: Do autor (2023).  

Os resultados obtidos neste estudo, que demonstraram consistência durante o período de 

2019 a 2021, reforçam a eficácia do método de MaxEnt como uma ferramenta valiosa para a 

identificação e quantificação da silvicultura em uma área de interesse específico. Em relação às 

métricas de avaliação adquiridas na classificação da silvicultura, os resultados foram notáveis, 

com precisão, acurácia e recall todos ultrapassando 0,8 para todos os anos analisados (Tabela 3). 

Este desempenho superou o encontrado pelo MapBiomas, que registrou uma precisão de 92,9% 

e um recall de 52,98% (SOUZA et al., 2020). 

Tabela 3: Métricas de Avaliação 

Métrica de avaliação 2019 2020 2021 

Acurácia Global 87,1 86,7 85,7 

Precisão 91,5 91,4 89,5 

Recall 81,9 81,1 81,0 

                                              Fonte: Do autor (2023) 
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Tabela 4: Métricas de Avaliação Mapbiomas 

Métrica de avaliação  

Acurácia Global 0,52% 

Precisão 92,90% 

Recall 52,98% 

                                                            Fonte: SOUZA et al. (2020) 

 

 

4 DISCUSSÃO 

 

 

A técnica de Máxima Entropia tem sido amplamente utilizada para aprimorar a precisão 

e a acurácia da classificação em imagens de satélite, como as fornecidas pelo Sentinel-2. Esta 

abordagem tem se mostrado particularmente eficaz na produção de mapas mais confiáveis e 

precisos desta classe de cobertura do solo. 

No estudo conduzido por Marcial e Santillan (2020),a eficácia do mapeamento da Falcata 

(Paraserianthes falcataria) foi avaliada usando imagens do Sentinel-2. Foi demonstrado que o 

MaxEnt poderia oferecer uma precisão de classificação variando de 89,41% a 92,84%. Por outro 

lado, Chiang e Valdez (2019) utilizaram imagens de satélite Landsat e um Modelo Digital de 

Elevação (DEM) com um algoritmo de Entropia Máxima. A pesquisa apontou que a abordagem 

combinada resultou em uma precisão geral e coeficiente kappa superiores. 

Em relação ao MapBioma, que utiliza imagens do sensor Landsat em seu processo de 

mapeamento, é importante destacar que essas imagens não são corrigidas dos efeitos 

atmosféricos conforme Souza et al. (2020). Isso pode afetar a precisão do mapeamento, 

especialmente em áreas com alta variabilidade atmosférica. Por outro lado, os dados obtidos a 

partir do levantamento realizado com a MaxEnt foram corrigidos os efeitos atmosféricos além 

de possuir uma resolução espacial superior em comparação com o Landsat. 

As principais divergências podem estar atreladas ao efeito, envolve o desafio da mistura 

espectral e de salpicamento. O MapBioma, que utilizou imagens do sensor Landsat, aplicou um 

filtro espacial que segmenta e indexa as classes de cada coleção em regiões contíguas. Este filtro 

tem como objetivo reduzir o efeito de salpicamento e melhorar a precisão do mapeamento 

conforme Souza et al. (2020). No entanto, mesmo com este filtro, ainda foi possível notar a 

mistura espectral entre eucalipto e mata nativa.  

No entanto, é importante notar que, embora a MaxEnt e o Sentinel-2 possam oferecer 

vantagens em termos de precisão e resolução, eles também podem exigir mais recursos 
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computacionais e uma maior complexidade na análise em comparação com outras técnicas, como 

as utilizadas pelo MapBioma (LIM et al., 2019). Portanto, a escolha da técnica de mapeamento 

deve levar em consideração tanto a precisão desejada quanto os recursos disponíveis. 

A detecção de áreas de colheita é uma tarefa desafiadora no mapeamento da silvicultura, 

especialmente em regiões com alta variabilidade de cobertura do solo e uso da terra, como Minas 

Gerais. O MapBiomas, que utiliza imagens do sensor Landsat e aplica um filtro temporal para 

lidar com transições fenológicas e de uso da terra específicas (SOUZA et al. 2020). Segundo os 

autores, este filtro tem como objetivo corrigir a transição entre classes de 3 a 5 anos, o que pode 

explicar a não ocorrência de colheita detectada pelo MapBiomas. 

Por outro lado, o método da MaxEnt, que utiliza imagens do sensor Sentinel-2, tem se 

mostrou eficaz na detecção de áreas de colheita levando em consideração aos valores da Cenibra. 

Este método pode ser particularmente útil em situações onde a área de colheita varia 

significativamente de ano para ano, como é o caso da silvicultura de eucalipto. A Máxima 

Entropia é capaz de capturar essas variações sutis, o que pode resultar em uma estimativa mais 

precisa da área de colheita (PEARSON et al., 2007).  

No entanto, é importante notar que a Máxima Entropia pode superestimar a área de 

colheita em alguns casos. Isso pode ser devido ao fato de que a Máxima Entropia é uma técnica 

que busca maximizar a entropia de uma distribuição de probabilidade, o que pode levar a uma 

maior sensibilidade à variabilidade dentro de uma classe de cobertura do solo (DELALAY et al., 

2019). Portanto, é possível que a Máxima Entropia esteja detectando áreas de eucalipto que não 

são destinadas à colheita, o que pode resultar em uma estimativa superior da área de colheita em 

comparação com o MapBioma. 

 

 

5 CONCLUSÃO 

 

 Os resultados indicaram que a Máxima Entropia forneceu uma estimativa mais precisa da 

área efetiva e da área colhida de eucalipto na região, em comparação com o MapBiomas. A área 

mapeada pela Máxima Entropia foi mais próxima aos valores reportados pela Cenibra, sugerindo 

que esta técnica pode ser mais eficaz para mapear a silvicultura na região. 

Esses resultados foram consistentes durante o período de 2019 a 2021, reforçando a 

eficácia do método de Máxima Entropia como uma ferramenta valiosa para a identificação e 

quantificação da silvicultura em uma área de interesse específico. 
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ANEXO A 

 

Anexo A: Detalhe do efeito de salpicamento no mapeamento da área efetiva de silvicultura pelo método da Máxima 

entropia e o MapBioma 

 

                          Fonte: Do autor (2023) 
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